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Abstrakt
Umelé neurónové siete nie sú novinkou, ale posledné roky zaznamenali na populárnosti a
dostali sa viac do povedomia širokej verejnosti. Táto bakalárska práca sa zameriava na
zistenie uhlu, pod ktorým sa nachádza hlava človeka na obrázku pomocou konvolučných
neurónových sietí. Oblastí, v ktorých možno neurónové siete využiť, je veľa a posledné
roky máme k dispozícií hardvér, ktorý nám umožňuje tieto siete učiť v bežne prístupných
podmienkach. V teoretickej časti sa zoznámime s tým čo sú to neurónové siete, ako fungujú,
ako sa delia a popíšeme si konvolučné neurónové siete. V praktickej časti sa zoznámime
s nástrojmi, ktoré budeme používať, začneme experimentovať, zisťovať vhodnú konfiguráciu
neurónovej siete a pokúsime sa získať čo najlepší výsledok.

Abstract
Artificial neural networks are not a novelty, but their recent rise in popularity is noticeable
as well as their gain of attention from the masses. This bachelor thesis focuses on the head
pose estimation in an image using the convolution neural networks. The fields of use of
neural networks are vast and during last years strong enough hardware has been developed
to allow us to train these networks under commonly accessible conditions. In theoretical part
there are neural networks introduced with an explanation of what they are, how they work,
how they are divided followed by a detailed description of convolutional neural networks. In
the practical part the necessary tools used for development needed to perform experiments,
such as determining appropriate configuration for neural network and optimization to get
the best results possible, are described.
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Kapitola 1

Úvod

V dne²nej dobe po£ujete o umelej inteligencií, strojovom u£ení a umelých neurónových
sietiach £oraz £astej²ie. Umelé neurónové siete sa dostávajú do viac a viac oblastí a ©udia
sa s nimi stretávajú dennodenne. Majú £oraz vä£²í vplyv na ná² kaºdodenný ºivot aj ke¤
si to mnohý neuvedomujú.

Spracovanie obrazu je v dnes kaºdodenná záleºitos´, £i uº sa jedná o spracovanie vi-
dea v reálnom £ase, h©adanie spolo£ných znakov v snímkoch alebo detekcia objektov a ich
vlastností. A práve na tieto veci sa ve©mi hodia neurónové siete, ktoré sú v¤aka svojej
univerzálnosti, abstrakcií a vlastnostiam pri u£ení ve©mi vhodným nástrojom. Vzh©adom
na zvy²ujúci sa výkon osobných po£íta£ov je moºné si vytvára´ a u£i´ £oraz komplexnej²ie
neurónové siete aj v domácom prostredí.

Cie©om tejto práce je pomocou obrázku zisti´ v akej pozícií je hlava, ktorá je na ¬om zo-
brazená. K tomuto ú£elu budú pouºité konvolu£né neurónové siete, ktoré sú na spracovanie
obrazu ²pecializované. Existuje ve©ká ²kála uº existujúcich modelov, nau£ených sieti, ktoré
sú dostupné ale v²etky sú obmedzené na to ºe sa u£ili na obmedzenej mnoºine dát, ktorá
je £astokrát ve©mi ²peci�cká. Táto práca bude zameraná na vlastnú sie´, jej zdokonalovanie
a h©adanie optimálneho rie²enia, ktoré bude vhodné práve pre daný problém.

Na za£iatku budú predstavené neurónové siete, to ako vznikli, ich podobnos´ s reálnymi
neurónovými sie´ami, to ako fungujú, na £o sa dajú vyuºíva´ a to kde sa skrývajú ich
problémy. Rozoberieme si podrobnej²ie konvolu£né neurónové a ich vyuºitie pre túto prácu.

V ¤al²ej £asti bude zanalyzovaný problém, vybrané vhodné nástroje pre jeho rie²enie.
Navrhne sa postup a rie²enie, to aké dáta pouºi´ a akým spôsobom ich spracova´, bude
vytvorená neurónová sie´ a pomocou experimentov bude upravovaná s my²lienkou získa´
£o najlep²í výsledok.

Na záver budú zhodnotené výsledky, porovnanie chovanie sa siete nad rôznymi setmi
dát a zhodnotenie do akej miery sa podarilo uspie´ a kde sú nedostatky daného rie²enia a
návrh moºných vylep²ení.

2



Kapitola 2

Neuronové siete

Ke¤ºe táto bakalárska práca pracuje s neurónovými sie´ami tak si v tejto kapitole objas-
níme £o sú umelé neuronové siete. V informatike, tak ako aj v iných vedných smeroch sa
mnohé algoritmy a rie²enia istých problémov in²pirujú v prírode. Umelé neuronové siete
boli in²pirované nervovým systémom ktorý môºeme nájs´ u ºivo£íchov v prírode. V oboch
prípadoch sú základné stavebné jednotky(neuróny) poskladané do zloºitej²ích ²truktúr.

Ke¤ºe prirodzené neuronové siete sú vytvorené evolúciou, tým pádom by mali by´ opti-
malizované ale evolúcia £asto vyberá prvé rie²enie ktoré je lep²ie ako to sú£asné a nepokú²a
sa nájs´ lep²ie rie²enie. „al²í problém je v tom ºe doteraz nie je presne objasnené ako presne
fungujú prírodné neuróny a neuronové siete. Preto sa pouºíva v informatike len aproximácia
týchto sietí ktorá sa dá popísa´ matematicky, jej umelé neuróny sa skladajú z tréningových
parametrov a dôleºitým faktorom je aj to aby bola opísate©ná digitálne a mohli ich spracúva´
po£íta£e.

2.1 História neurónových sietí

História[?] umelých neurónových sieti siaha do roku 1943 kedy Warren McCulloch a
Walrterom Pittseom vytvorili prvý umelý model neurónu kde ukázali ako sú efektívne
vyuºite©né neuronové siete v oblasti Boolovských funkcii. Ich prácu posunul ¤alej Donald
Hebb ktorý v knihe �Organization of Behavior� popísal pravidlá u£enia neurónových sietí.

V 1958 Frank Rosenblatt vytvoril prvý model perceptrónu. Bol to prvý model neuró-
novej siete ktorý vyuºíval jeden umelý neurón.

„al²ími ve©kými osobnos´ami neurónových sietí boli Marvin Minsky a Seymour Papert
ktorý roku 1969 pri²li s knihou �Perceptron� na základe £oho vznikli debaty oh©adne toho
ako sú neuronové siete nepouºite©né na rie²enie problémov lebo sa nevedeli vysporiada´
napríklad s funkciou XOR.

Roku 1982 John Hopefeld pri²iel s algoritmom na spätné ²írenie(Back-Propagation) ur-
£eným pre u£enie viacvrstvových neurónových sietí. Následne v roku 1986 pri²li Rumelhart,
Hinton a Williams s pravidlom pre u£enie neurónových sietí pomocou Back-Propagation
ktorý sa pouºíva v mnohých sietiach dodnes a umoºnili pouºitie neurónových sietí v mnoº-
stve aplikácií na spracovanie jazyka, signálov, objektov, at¤.

V sú£asnej dobe sa vyuºívajú rôzne druhy neurónových sietí ktoré sa lí²ia variabilným
po£tom vrstiev a moºnos´ami u£enia. Rovnako vzniká aj hardvér ktorý je na po£ítanie
týchto sieti optimalizovaný.
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2.2 Neurón

Neurón, známy aj ako nervová bunka je základnou stavebnou £as´ou nervovej sústavy.
Kaºdá nervová sústava je jedine£ná ako napríklad otla£ky prstov. Biologické neuronové
siete poslúºili ako vzor pre tie umelé ktoré sa pouºívajú v informatike. V tejto podkapitole
je vysvetlené ako tieto neuróny fungujú a ako jedny s druhými súvisia.

Biologický neurón

Neuróny[8] sú bunky ktoré sú schopné pomocou chemických reakcií vytvára´ slabé elektrické
impulzy a tým sa dorozumieva´ s okolitými neurónmi. Je tvorený telom, nazývaným aj
soma, ktoré obsahuje jadro. Z tela vybiehajú krat²ie výbeºky nazývané dendrity slúºiace
ako vstupy do neurónu a jeden dlh²í výbeºok nazývaný axón alebo neurit ktorý sa na
konci pripája na dendrit iného neurónu. Toto spojenie nazývame synapsia. Neurón môºe
ma´ vstup aº z nieko©kých tisícov neurónov. V jadre sa vyhodnocujú v²etky podnety ktoré
prichádzajú cez dendrity. V prípade ºe hodnota presiahne ur£itý prah významnosti tak sa
aktivuje synapsia a prenesie informáciu o prekro£ení prahu na v²etky ¤al²ie elektróny ktoré
sú na neho napojené. Kaºdý neurón môºe ma´ exhibi£né, tie ktoré zvy²ujú hodnotu, alebo
inhibi£né, tie ktoré túto hodnotu zniºujú. Tak isto má kaºdý vstup inú váhovú hodnotu pre
daný neurón. Tieto prepojenia vytvárajú neurónovú sie´. Tieto vlastnosti poslúºili ako vzor
pre umelý neurón a ich neuronové siete ktoré sa pouºívajú v dne²nej dobe.

Obr. 2.1: Biologický neurón1

1https://sk :wikipedia :org/wiki/Neurón
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Umelý neurón

Umelý neurón[5], tieº známi aj ako logický je abstrakcia toho biologického. Nie je moºné
vytvori´ presný model ke¤ºe tie biologické sú komplexné a doposia© nie je presne vysvetlený
spôsob ako spracúvajú informácie a tým pádom ho nie je moºné popísa´ matematicky
a následne spracova´ pomocou po£íta£a. Neurón je binárny, takºe jeho stav môºe by´ 1
alebo 0. Biolgické dendrity sú popísané ako vektorový vstup~x = (x1.. x i ). Vektor môºe by´
inhibi£ný alebo exhibi£ný, pod©a toho pridáva alebo uberá na váhe. „alej sú tieto vstupy
ohodnotené váhami ktoré tvoria vektor ~w = (w1.. wi ). Telo tvorí funkcia f (n) ktorá sa
£asto ozna£uje aj ako prenosová alebo aktiva£ná. Prahový koe�cient, nazývaný aj bias,
ktorý ozna£uje kedy sa aktivuje daný neurón zna£íme ako� (theta). Axóny ktoré tvoria
výstup z neurónu ozna£ujeme akoy.

Obr. 2.2: Model umelého neurónu2.

Tento model ktorý je vidie´ na obrázku ide teda popísa´ vzorcom 2.1. Ide o matematický
popis percept¯onu od Rosenblatta obohatenú o prah. V jeho v verzii sa neurón aktivuje
vo chvíli ke¤ ke¤ nadobudne kladných hodnôt, hodnota prahu je teda 0 a preto sa neuvádza.
Takáto funkcia sa nazýva Heavisideova funkcia 2.2 s prahom 0 nazývaná aj skoková funkcia.

y = f (
nX

i =1

x i wi + � ) (2.1)

f (x) =

(
0 x < �

1 � � x
(2.2)

2https://cs :wikipedia :org/wiki/Um¥lá_neuronová_sí´
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V praxi sa pouºívajú rôzne druhy prenosových funkcií, £asto sa v neurónových sietiach
pouºívajú ich kombinácie pod©a funkcionality daného neurónu. Limitáciou perceptónu je to,
ºe dokáºe vyhodnoti´ len lineárne oddelite©né vstupy ke¤ºe ide o binárny klasi�kátor.

Obr. 2.3: Znázornenie rozdelenia pomocou binárneho klasi�kátora.

Najjednoduch²ou neskokovou funkciou je lineárna funkcia 2.3 ktorá premieta vyhod-
notený vstup priamo na výstup. Naj£astej²ie sa v²ak pouºíva prenosová funkcia v podobe
hyperbolického tangenu 2.4, Gausovej 2.5 alebo sigmodialnej 4.4 funkcie. Tieto funkcie
majú spojité derivácie v kaºdom bode. Táto vlasnos´ je potrebná pri u£ení neurónovej siete
so spätným ²írením chyby. V praxi sa ve©mi £asto pouºíva ReLU(Recti�ed linear unit) 2.7,
alebo komplikovanej²ia funkcia softmax 2.8 a ich upravené verzie.

f (x) = x (2.3)

f (x) = tanh(x) =
2

1 + e� 2x � 1 (2.4)

f (x) = e� x2
(2.5)

f (x) =
1

1 + e� x (2.6)

f (x) =

(
0 x < 0

x x > 0
(2.7)

f i (~x) =
ex i

P J
j =1 ex j

(2.8)
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Grafy niektorých aktiva£ných funkcií:

(a) Graf Guassovej funkcie. (b) Graf Heavisideovej funkcie.

(c) Graf linernej funkcie. (d) Graf sigmodialnej funkcie.

(e) Graf hyperbolického tangensu. (f) Graf ReLU.
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2.3 Umelá neurónová sie´

Teraz ke¤ sme si objasnili ako funguje umelý neurón môºeme vysvetli´ pojem neurónová
umelá sie´[2]. Kaºdá umelá sie´ sa skladá zo vzájomne prepojených umelých neurónov tak,
ºe neurón zoberie vstupné dáta, tie spracuje a jeho výstup sa stáva vstupom pre v²etky
¤al²ie neuróny, ktoré sú na neho napojené a ¤alej spracúvajú. To ako sú tieto neuróny medzi
sebou prepojené ur£uje topológiu danej siete. Táto topológia je ohodnotená orientovaným
grafom. Rozdiel medzi klasickým programovaním a strojovým u£ením pomocou neurónovej
siete je v tom, ºe pri klasickom programovaní máme na vstupe pravidlá a dáta, tie sa spra-
cujú a získame odpove¤. V prípade strojového u£enia máme na v stupe dáta a odpovede a
po spracovaní získame pravidlá, ktoré môºeme aplikova´ na iné dáta.

Obr. 2.5: Obrázok znázor¬ujúci priebeh klasického programovania [2].

Obr. 2.6: Obrázok znázor¬ujúci ako prebieha strojové u£enie [2].

Je viacero spôsobov ako sa dajú neuronové siete rozdeli´. Napríklad pod©a ur£enia,
pod©a toho £i vyuºívajú len sú£asnú vrstvu alebo aj iné, pod©a topológie, pod©a výstup-
nej vrstvy at¤. Najjednoduch²ím modelom je práve perceptrón, ktorý dokáºe ur£i´ len 2
triedy a to £asto nesta£í. Tento model patrí do skupiny jednovrstvových modelov. Neuróny
v kaºdej umelej neurónovej sieti môºu by´ pospájané do vä£²ích celkov, ktoré nazývame
vrstvy neurónovej siete. Ak je pouºitá viac ako jedna vrstva ozna£uje sa táto topológia ako
viacvrstvová.

Dopredné siete

Dopredné(Feed-forward)[11], ozna£ované ako FNN siete, sú siete kde signál spracovania
informácie putuje len jedným smerom a to od vstupu po výstup zo siete. Takºe v prípade
týchto sietí výstup z danej siete uº nemôºe ovplyvni´ danú vrstvu ale len tie nasledujúce.
Tieto siete sú vhodné pre prípady kde na základe vstupných premenných chceme zisti´ ako
ovplyvnia premenné na výstupe zo siete. Viac vrstevné Feed-forward siete, tieº nazývané
aj viac vrstevný perceptrón sú naj£astej²ie pouºívané siete v neurónových sietiach. Tento
typ neurónových sietí sa pouºíva £asto u rozpoznávaní vzorov na základe vstupu.
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Obr. 2.7: Príklad doprednej siete.

Rekurentné siete

Ozna£ované ako RNN[12] alebo nazývané tieº aj siete s odozvou, sú siete, ktoré sú omnoho
náro£nej²ie na zostrojenie a sú dynamické. Narozdiel od Feed-Forward sietí môºu v rekurent-
ných sietiach putova´ signály v²etkými smermi a tak môºe výstup z danej vrstvy ovplyvni´
neuróny v tej istej vrstve alebo vo vrstvách pred ¬ou. Toto správanie je niekedy potrebné,
dokáºe rie²i´ ve©a komplexných problémov ale tieto siete bývajú £asto ve©mi komplikované
a £asto sa ve©mi náro£ne trénujú. Tým ako sú tieto siete dynamické sa ich stav mení aº
do bodu kedy nájdu rovnováhu a neuróny uº na¤alej nemenia hodnotu svojich výstupov a
ostanú v rovnováhe aº pokia© do siete nepríde nový vstup. Tieto siete sú ve©mi vhodné pri
spracúvaní prirodzeného jazyka ako písaného tak aj hovoreného, na rôzne predpovede ako
napríklad spracovanie dát na burze a v²eobecne na úlohy kde zohráva nejakú úlohu £as. Nie
sú ve©mi vhodné pre spracovanie obrazu.

Obr. 2.8: Príklad rekurentnej siete prebraný z 3

3https://www :researchgate :net/figure/Graph-of-a-recurrent-neural-network_fig3_234055140
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Konvolu£né neurónové siete

Konvolu£né neurónové siete(Convolutional Neural Networks), tieº ozna£ované ako CNN boli
navrhnuté aby spracovávali obrázky na vstupe a tie premietali do výstupnej premmennej.
Tento model má výhodu ºe si dokáºe vnútorne vytvori´ dvoj dimenzionálnu reprezentáciu
obrázka a v¤aka tomu lep²ie porozumie´ ²kálovaniu a pozícií objektov na obrázku. Tento typ
neurónovej siete tieº moºno vyuºi´ aj na rie²enie iných problémov ako obrázky, napríklad
pri spracúvaní textu. Viac o konvolu£ných neurónových sietiach si rozoberieme v samostat-
nej kapitole ke¤ºe tieto siete sú objektom tejto práce.

V praxi sa £asto stretávame s takzvanými hybridnými sie´ami, ktoré sa pouºívajú ve©mi
£asto a striedajú vrstvy jednotlivých modelov.

2.3.1 Viacvrstvové neurónové siete

Ako uº vyplýva z názvu, viacvrstvové neurónové[11] siete sa skladajú z viacerých vrstiev,
ktoré sú poskladané za seba. Prvou vrstvou je vºdy vstupná vrstva, ktorá z pravidla príma
dáta vo forme tenzoru n-tého radu. Poslednou vrstvou je vºdy takzvaná výstupná vrstva,
ktorá obsahuje aktiva£nú funkciu, ktorá nám ur£í typ výstupu z danej siete. Medzi týmito
dvomi sa nachádzajú skryté vrstvi. Kaºdá zo skrytých vrstiev môºe ma´ iný ú£el ktorým
obohacuje funkcionalitu neurónovej siete. Siete obsahujúce viac ako jednu skrytú vrstvu sa
£asto ozna£ujú sa aj ako siete s hlbokým u£ením(Deep Learning).

Obr. 2.9: Znázornenie rozdelenia pomocou binárneho klasi�kátora.

2.3.2 Topológie neurónových sietí

„al²ím rozdelením je rozdelenie pod©a topológie neurónovej siete. Toto rozdelenie ur£uje
to ako sú jednotlivé neuróny prepojené. Inými slovami môºeme topológiu neurónovej siete
chápa´ ako vz´ah medzi neurónmi pomocou ich prepojenia. Toto je ve©mi dôleºité pre funkci-
onalitu, spôsob u£enia, ktorým sa sie´ u£í a jej výkonnos´.Samotná topológia sa dá rozdeli´
na 2 zloºky.

Prvou je neurónový rámec. Vä£²ina neurónových sietí, vrátane tých biologických má vrs-
tevnú topológiu. A aj tie, ktoré nemajú vrstevnú sa £asto zobrazujú ako vrstvené. Napríklad
v sie´ kde je vstupný neurón zárove¬ aj výstupným sa £asto prezentujú ako jednovrstvové
siete. Na úrovni rámca sa samotné neuróny povaºujú za abstraktné entity a nie je medzi
nimi ºiaden rozdiel. Rámec neurónovej siete môºe by´ popísaný podla po£tu vrstiev a po£tu
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neurónov, ktoré kaºdá z nich obsahuje.
(moºno obrázok na rámec a £íslovanie)
Druhou zloºkou topológie je ²truktúra prepojení. Tá ur£uje spôsob akým sú neuróny medzi
sebou neuróny prepojené. Prepojenia moºno rozdeli´ na:

� Medzi vrstevné pripojenie- Neuróny sú prepojené s neurónmi susedných vrstiev.

� Vnútro vrstvené pripojenie - Neuróny sú prepojené s neurónmi tej istej vrstvy.

� Vlastné pripojenie - Výstup z neurónu je pripojený na vstup toho istého neurónu.

� Skokové pripojenie- Pripojené neuróny nie sú v dvoch susediacich vrstvách

Plne prepojená topológia

Medzi najjednoduch²ie topológie patria takzvané plne prepojené topológie. Tieto topológie
obsahujú vrstvy, ktoré majú takzvané plné medzi vrstevné prepojenie. Takºe v kaºdej vrstve
sú prítomné v²etky moºné medzi vrstevné prepojenia.

2.3.3 Výstupy

Kaºdá neurónová sie´ má aspo¬ jednu výstupnú premennú, ktorá je výsledkom spracovania
vstupu v neurónovej sieti. Tieto výstupy môºeme rozdeli´ do troch základných kategórií
pod©a ktorých sa dajú deli´ umelé neurónové siete[5]. Jedná sa o klasi�káciu, predpove¤ a
zhlukovanie.

Klasi�kacia

Pri tomto type neurónovej siete je ve©mi dôleºité ma´ kvalitný dataset na, ktorom sa na²a sie´
u£í. Autor siete potrebuje najprv pretransformova´ v²etky informácie do tvorby datasetu,
musí kaºdý vstup popísa´, prida´ anotácie, takzvané �labels�. Takºe pre kaºdý vstup musí
ma´ 1 aº n potrebných anotácií, ktoré hovoria danej sieti £o je na na tomto vstupe. Tento
typ siete sa vyuºíva ak dopredu vieme mnoºinu v²etkých výstupov, ktoré budeme h©ada´
a chceme len rozozna´, ktorý z týchto výstupov je na danom vstupe. Klasi�kácia sa môºe
pouºi´ napríklad pri:

� rozoznávania tvári na obrázku, ich emocií alebo pohlavia

� vyh©adávania objektov na obrázku, napríklad zna£ky, osoby, autá.

� vyh©adávania gest vo videu

� Detekcia hlasu, rozoznávanie majite©a hlasu, preklad hovoreného slova na písaný text,
zistenie nálady v hlase.

� rozde©ovanie textu na kategórie, napríklad detekcia spamu v emailoch

� ve©a ¤al²ích
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Regresia

Regresia slúºi na predpovedanie hodnôt na základe toho £o sa sie´ nau£ila. Rovnako ako pri
klasi�kácii sa sie´ u£í pomocou anotácií ale jej výstup nie je len z mnoºiny anotácií, ktoré
jej boli poskytnuté. Sie´ sa nau£í na základe tréningových dát aký výsledok je o£akávaný
a je schopná vygenerova´ hodnotu, ktorú predtým nevidela len na základe poznatkov z dát
na ktorých sa u£ila. Regresiu moºno vyuºi´ pri:

� predpovede toho ºe niekde nie£o zlyhá

� zdravotné problémy na základne výsledkov vy²etrenia

� analýza webov, ich náv²tevnosti a tým prispôsobi´ ponuku

� vyuºitie na burze

� Odhad ceny objektu na základe základných informácií

� a ¤al²ích

Zhlukovanie

Tieº nazývané aj clustering je prípad neurónovej siete, ktorá nepotrebuje anotácie na to aby
sa u£ila. Triedi vstupy na základe podobností do zhlukov(clusterov). Vä£²ina dát, ktoré sú
k dispozícií nemajú anotáciu a tak je zhlukovanie ve©mi dobré pre ich spracovanie. V stro-
jovom u£ení £asto platí pravidlo ºe £ím viac má algoritmus dát na u£enie tým sa stáva
presnej²ím. Tieto algoritmy pouºívajú takzvané u£enie bez u£ite©a. Zhlukovanie moºno vy-
uºi´ pri:

� porovnávaní, h©adaní podobností v dokumentoch, obrázkoch, zvukových stopách

� h©adanie anomálií a iného ne²tandardného správania ako ved©aj²í efekt pri h©adaní
podobností.

2.3.4 U£enie neurónovej siete

Jedna z hlavých vlastností neurónovej siete je vlastnos´ sa u£i´ a tak sa má vlastnos´ stále sa
zlep²ova´ a h©ada´ lep²ie a lep²ie rie²enia pre daný problém na daných tréningových dátach.
Sie´ sa pri u£ení v kaºdom kroku mení hodnoty váh v neurónoch a tým sa snaºí získa´ lep²í
a lep²í výsledok. U£enie neurónových sieti môºeme rozdeli´ do dvoch hlavných kategórií a
to u£enia s u£ite©om a u£enia bez u£ite©a.

U£enie s u£ite©om

Známe aj ako supervised learning[6] sa snaºí zníºi´ rozdiel medzi výstupom zo siete, ktorý
bol dosiahnutý a o£akávaným výstupom pre daný vstup. K tomu sa pouºívajú vy²²ie spo-
mínané anotácie. Sieti je predaný o£akávaný vstup a o£akávaný výstup a ona na základe
toho upravuje hodnoty váh jednotlivých neurónov kaºdým krokom iterácie a snaºí sa prís´
k najlep²iemu výsledku. Po kaºdej iterácií sa sie´ testuje na takzvaných testovacích dátach,
ktoré obsahujú rovnaké anotácie ako trénovacie dáta ale nie je na nich prevádzané samos-
tatné trénovanie. Zistené výsledky sa predávajú ¤al²iemu kroku u£enia na základe ktorých
sa sie´ prispôsobí. Testovacie dáta sú £asto z rovnakej mnoºiny ako trénovacie dáta len sú
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pred tréningom oddelené a pouºité pre validáciu danej siete. Obvykle to býva 80% pre tré-
ning a 20% pre validáciu. V niektorých prípadoch sa na validáciu môºe pouºi´ úplne iný,
nezávislý set.

K zis´ovaniu odchýlky od o£akávaného výstupu sa vyuºívajú takzvané chybové funkcie,
ktoré po£ítajú odchýlku na a tú predávajú sieti aby vedela £i sa zlep²ila alebo daná iterácia
nebola vhodná. Najznámej²ím algoritmom pre u£enie s u£ite©om je spätné ²írenie chyby,
ktorý vyuºíva informácie z chybovej funkcie tak aby sa dala na kaºdý neurón aplikova´
optimalizácia.

V ideálnom stave sa sie´ nau£í generalizova´ a je schopná vyvodi´ správny výsledok
aj pre vstup, ktorý jej nikdy nebol poskytnutý. Takáto sie´ je vo vä£²ine prípadov cie©om
u£enia.

V praxi ale £asto tento prípad nenastane, aspo¬ nie hne¤ pri prvých pokusoch alebo
v prípadoch ke¤ sú trénovacie dáta/sie´ zle postavená a dochádza k problému kde sa sie´ na-
u£í perfektne fungova´ na nau£ených dátach ale nedokáºe fungova´ na neznámych vstupoch
a tým príde o vlastnos´ generalizácie, tento problém sa nazýva over�tting.

V opa£nom prípade, ak máme príli² rozdielne dáta pre tréning tak sa sie´ nedokáºe u£i´
a nie je schopná sa nau£i´ vz´ahy medzi vstupom a o£akávaným výstupom. Tento problém
sa nazýva under-�tting.

Tieto problémy sa dajú £asto zisti´ z grafov u£enia a ich rie²enie je £asto v zmene
trenovacích dát.

Známe aj ako Unsupervised learning narozdiel od u£enia s u£ite©om nepotrebuje hod-
noty, ktoré sú o£akávané na výstupe. Toto u£enie pomocou svojich metód spracuje vstupný
set dát a snaºí sa ich na základe vzorov, ²truktúr a podobností rozdeli´ na skupiny(zhluky)
na základe £oho upravuje váhy v jednotlivých neurónoch. Tento ²týl u£enia môºe by´ ve©mi
nepresný ke¤ºe sa nepouºíva ºiadna chybová funkcia a ani sie´ sama nevie aký výsledok je
o£akávaný. Ale na rozdiel od u£enia s u£ite©om má toto u£enie men²ie nároky na vstupné
dáta a tým pádom môºe vyuºíva´ vä£²ie spektrum vstupných dát, ktoré nepotrebujú tak
náro£nú prípravu.

Over�tting

Over�tting[10] je ve©mi £astý a neºiadaný stav pri trénovaní neurónovej siete. Nastáva v prí-
pade ºe sa sie´ takzvane �preu£í� a nedokáºe sa generalizova´ na vstupy na ktorých nebola
u£ená. V tomto prípade sie´ dosahuje dobré výsledky len na tréningových dátach. Over-
�tting sa £asto odhalí po testoch nau£enej neurónovej siete na dátach, ktoré jej predtým
neboli poskytnuté pri u£ení kde dosahuje omnoho hor²ie výsledky ako na dátach, ktoré jej
boli poskytnuté pri u£ení.
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Obr. 2.10: ƒierna(konzistentná) £iara ukazuje ideálny priebeh u£enia. Zelená(skákajúca)
znázor¬uje over�tting. 4

Rie²ením problému over�tting je nieko©ko. Po detekcií tohto problému sa môºu vyuºi´
niektoré z nasledujúcich moºností.

Cross-validation je ve©mi efektívna metrika pouºite©ná na prevenciu proti over�ttingu.
Pri tejto metóde sa rozdelia trénovacie dáta do viacerých skupín a pod©a vybraného modelu
cross-validation sa pouºijú. Samotná cross-validation má mnoºstvo modelov a ich úprav,
ktoré sa dajú pouºi´. Medzi ve©mi populárne patrí kFold model kde sa rozdelia trénovacie
dáta do k skupín a vºdy sa pouºije k-1 skupín pre tréning a 1 skupina na validáciu daného
setu. Postupne sa iteruje aº pokia© sa ako valida£ná skupina nepouºijú v²etky skupiny.

Obr. 2.11: Diagram znázor¬ujúci kFold cross-validation. Prebrané z [2].

Trénovanie na viacerých dátach je tieº moºnos´ ako predís´ over�tting problémom.
Toto rie²enie nemusí vºdy pomôc´, záleºí od konkrétneho problému, ktorý daná neurónová
sie´ rie²i a taktieº nové dáta prinesú vä£²iu hardvérovú náro£nos´ na nau£enie siete.

Zjednodu²enie môºe vies´ tieº k prevencií pred over�tting. Napríklad úprava algo-
ritmu alebo spôsob spracovania vstupných dát môºe zníºi´ over�tting problém pri u£ení
neurónovej siete.

Early stopping je moºné vyuºi´ ak sa model u£í iteratívne. Vtedy sa dá porovnáva´
výsledky jednotlyvých iterácií a vo chvíli ke¤ sa za£nú zhor²ova´ výsledky na valida£ných

4https://en :wikipedia :org/wiki/Overfitting
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dátach aj napriek tomu ºe sa zlep²ujú na trénovaných dátach je sie´ v bode kedy by sa mala
zastavi´ aby neza£ala generalizova´ a nenastal over�tting.

Obr. 2.12: Graf znázor¬ujúci early stopping rie²enie. Prebrané z [4].

Under-�tting

Problém Under-�tting nastáva £asto vtedy ke¤ je model neurónovej siete príli² jednoduchý
alebo dataset z ktorého si vyberá sie´ dáta na trénovanie je ve©mi rôznorodý a sie´ nedokáºe
alebo nemá kapacity nau£i´ sa dostato£ne rozpozna´ vstupné dáta. Problém Under-�tting
sa dá rie²i´ tým ºe sa pri u£ení pouºije viac vstupných dát, dáta sa rozdelia do menej skupín,
ktoré má daná sie´ h©ada´, pridá sa na komplexnosti danej siete alebo sa pridá po£et iterácií.

Pridanie ²umu

’um moºno prida´ k vstupným dátam, váham alebo aj výstupom zo siete. ’um je ¤al²ou
alternatívou, ktorá prispieva k stabilite siete.

Bagging

Vstupné dáta spracujú nezávisle nau£ené siete a výstup zo siete je vyberaný pomocou
hlasovania týchto modelov. Zakladá si na tom ºe viacero nezávisle u£ených modelov sa
nedopustí rovnakej chyby. Siete bývajú trénované na rozdielnych tréningových vstupoch a
tým pádom by v¤aka nedeterminizmu a náhodnosti mali podáva´ pri rovnakých testovacích
dátach iný výstup.
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Chybové funkcie

Pri trénovaní s u£ite©om sa pri u£ení vyuºívajú chybové funkcie, ktorých úlohou je mera´
odchýlku výstupu a o£akávaného výstupu zo siete na základe ktorých sa ur£uje ako sa
u£enie daného modelu zlep²uje na dátach pouºitých na trénovanie a validáciu. Je primárnym
ukazovate©om u£enia sa siete.

Kaºdá funkcia má svoje výhody aj nevýhody. Niektoré môºu by´ pouºité len pre nor-
malizované hodnoty, niektoré sú vhodné pre rie²enie regresívnych, iné pri klasi�ka£ných
problémoch. Zmena chybovej funkcie môºe úplne zmeni´ správanie sa neurónovej siete ak
je zvolená nesprávne.

Pri problémoch regresie sa naj£astej²ie pouºíva chybová funkcia Mean Square Error(MSE)
alebo Mean Absolute Error(MAE)

Mean Square Error(MSE) je chybová funkcia, ktorá meria ako priemer ²tvorcového
rozdielu medzi vypo£ítanou hodnotou a o£akávanou. Nerie²i smer ale len ve©kos´ odchýlky.
MSE má vlastnos´ ºe £ím ¤alej je výstupná hodnota od o£akávanej tým viac bude penali-
zovaná a v¤aka matematickým vlastnostiam sa pri tejto chybovej funkcií po£ítajú gradieny
©ah²ie. MSE je po£ítané vz´ahom

MSE (n) =
1
n

nX

i =1

(yi � y0i )2; (2.9)

kde n predstavuje po£et prvkov, z ktorého je chybová funkcia po£ítaná,y je predpove¤
v £asei a y0 je o£akávaný výstup v £asei .

Mean Absolute Error(MAE) sa oproti MSE po£íta ako priemernú absolútnu od-
chýlku. Rovnako ako MSE neuvaºuje smer ale len ve©kos´ ale narozdiel od MSE má kompli-
kovanej²ie po£ítanie gradienov ale zase má výhodu ºe je odolnej²ie proti ve©kým odchýlkam
ke¤ºe nepouºíva ²tvorcové výpo£ty a nepenalizuje teda tak prísne ve©ké odchýlky. MAE sa
vypo£íta vz´ahom

MAE (n) =
1
n

nX

i =1

jyi � y0i j; (2.10)

kde n predstavuje po£et prvkov, z ktorého je chybová funkcia po£ítaná,y je predpove¤
v £asei a y0 je o£akávaný výstup v £asei .

Pri problémoch Klasi�kácie sa pouºíva naj£astej²ie Cross-Entropy(CE) funkcia a jej
variácie.

H (p; q) = �
X

x

p(x) log q(x); (2.11)

kde p(x) je chcená pravdepodobnos´ aq(x) je vypo£ítaná pravdepodobnos´ ax ozna£uje
triedu pre ktorú výpo£et prebieha.

Optimalizácia siete

Ke¤ºe hlboké neurónové siete sú stále z ve©kej £asti nepochopené tak nie je isté ako sa
bude správa´ sie´ ktorá je u£ená. Preto existujú len doporu£enia pre trénovanie siete ale
nie priamo pravidlá pre to aby sie´ dosahovala lep²ích výsledkov. Ve©mi dobré je vstupné
dáta sieti normalizova´ a tým predís´ nejakému neo£akávanému správaniu siete. Rovnako
sa odporú£a pre dva a viac neurónov ktoré prijímajú rovnaké vstupné dáta a funkciu ur£i´
iné hodnoty váh inak by vznikala symetria.
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Kapitola 3

Konvolu£né neuronové siete

Ke¤ºe hlavnou témou tejto práce je práca s konvolu£nými neurónovými sie´ami, anglicky
Convolutional Neural Network[3] skrátene CNN tak si ich rozoberieme trochu podrobnej²ie.

Konvolu£né neurónové siete sú jeden typ ve©mi £asto pouºívaných neurónových sietí.
Pouºíva nieko©ko druhov vrstiev ktoré sa kombinujú a tým vzniká model konvolu£nej ne-
urónovej siete. Pomocou takzvaných konvolúcií spracováva vstupný vektor, ktorý pomocou
jednoduchých funkcií spracuje a upraví váhy a prahy v neurónoch na základe spätnej väzby.

Konvolu£ná vrstva o£akáva na vstupe obrázok, naj£astej²ie sa jedná o 4D vektor(tensor)
ktorý je predaný sieti. Tým ºe sie´ po£íta so vstupným obrázkom dokáºe efektívne a jed-
noducho odhadnú´ jeho vlastnosti a tým aj zlep²i´ jeho spracovanie.

Hlavnou výhodou je ºe CNN si dokáºe ve©mi efektívne v obraze identi�kova´ objekty, ich
tvary, nato£enie pomocou jednotlivých vrstiev neurónov. ƒím viacej je sie´ komplexnej²ia
tým detailnej²ie sa vie nau£i´ rozoznáva´ informácie o objektoch v obrázku. CNN sa skladá
zo základných vrstiev ktoré môºeme pouºi´ a kombinova´ medzi sebou.

Vstupný obrázok je prezentovaný ako pole ktoré má rozmery[X ]; [Y ]; [Z ] kde X je ²írka
obrázku v pixeloch,Y je vý²ka v pixeloch a Z je h¨bka ktorá reprezentuje ko©kým hodnotami
je reprezentovaný kaºdý pixel v obrázku. Pri RGB obrázku má hodnotu 3, pri £iernobielom
obrázku sta£í 1 hodnota.

Obr. 3.1: Príklad toho ako je prezentovaný vstupný obrázok.
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3.1 Konvolu£ná vrstva

Konvolu£ná vrstva je hlavnou vrstvou tvoriacou konvolu£nú neurónovú sie´. Typicky ¬ou
sie´ za£ína, inak je po£et pouºitých konvolu£ných vrstiev ©ubovolný. Táto vrstva aplikuje
na vstup matematickú operáciu dvojrozmernej diskrétnej konvolúcie.

Na obrázok je aplikovaný �lter s takzvaným konvolu£ným jadrom(konvolu£nou maskou).
Tento �lter je zloºený z neurónov, ktoré majú rovnakú zdielanú váhu £o u©ah£uje u£enie
siete. Filter je priloºený na obrázok, tam sa vynásobí hodnota pixelu s hodnotou vo �ltre
a výsledky sa s£ítajú. Výsledná hodnota je zapísaná do pixelu, ktorý leºí pod stredom
konvolu£ného �ltru na výstup tejto vrstvy.

Úlohou tejto vrstvy je v obrázku detegova´ rôznymi �ltrami hrany,uhly a rôzne pozná-
vacie zna£ky pod©a ktorých by bol obsah obrázku lep²ie identi�kovate©ný. Výstup konvolúcie
sa nazýva príznaková mapa a pre kaºdú aplikáciu �ltru dostaneme jednu príznakovú mapu,
rovnako ako aj pre kaºdú farebnú zloºku. Takºe pri aplikácií na jedného �ltru na RGB
obrázok dostaneme hne¤ 3 príznakové mapy. Zvy£ajne je jeden �lter nedostato£ný a preto
pouºívame nieko©ko �ltrov. Výstupom je teda súbor nieko©kých príznakových máp. Po£et
�ltrov je volite©ný, vyberá sa pod©a komplexnosti zadania a nárokov na výpo£tovú náro£-
nos´.

Obr. 3.2: Príklad po£ítania konvolúcie nad obrázkom.

Ve©kos´ samotného �ltru je volite©ná, v praxi sa typicky pouºívajú nepárne hodnoty ako
3x3,5x5,7x7.Okrem rozmeru �ltru môºme konvolucií zada´ aj takzvaný padding a stride.
Padding sa pouºíva v prípade ºe chceme rozmer obrázku po konvolúcii zachova´ výstupu
po konvolúcií, prípadne ho zvý²i´. Ide vlastne o pridanie 0 na strany obrázku aby sa pre-
di²lo strate po£as konvolúcie. Ve©kos´ padding aby ostali rozmery obrázku rovnaké moºno
vypo£íta´ vzorcom

P =
(K � 1)

2
; (3.1)

kde P je h©adaný padding aK je ve©kos´ konvolu£ného �ltra.
Stride je hodnota o ktorú sa konvolu£ný �lter pri po£ítaní posúva. V základe sa pouºíva

stride = 1, v prípade ºe je nastavený na vy²²iu hodnotu tak sa �lter posúva o viac pixelov
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naraz a tým redukuje rozmery výstupu konvolu£nej vrstvy.

O =
(W � K + 2P)

S
+ 1 ; (3.2)

kde O ozna£uje výstupnú ²írku/vý²ku, K je vstupná vý²ka/²írka, P je padding aS je stride.

3.2 ReLU (Recti�ed Linear Units) vrstva

ReLu vrstva[1] reprezentuje aktiva£nú vrstvu, ktorá môºe by´ pouºitá kdeko©vek v sieti ale
je zauºívaná konvencia pouºi´ nelineárnu(aktiva£nú) vrstvu po konvolúcií a tak sa spravidla
pouºíva po aplikovaní konvolu£nej vrstvy, ale môºe sa pouºi´ aj za plne prepojenou vrstvou.
Význam tejto vrstvy spo£íva v tom ºe sa pomocou ReLu algoritmu sa neurónová sie´ u£í
omnoho rýchlej²ie ako v minulosti pouºívané sigmoid alebo tanh vrstvy, ktoré dokázali
sie´ spomali´. Rovnako sa ve©mi dobre vysporiadava s miznúcim gradienom s £ím mali
aktiva£né vrstvy v minulosti problém a to bez ve©kého dopadu na presnos´ siete. Vzorec pre
výpo£et ReLu je 2.7 je vlastne ve©mi jednoduchý. Ak je £íslo men²ie ako 0 nahradí sa 0 inak
ostane dané £íslo nezmenené. Inými slovami zbavuje nás záporných hodnôt. Samozrejme
záleºí od typu neurónovej siete a je vhodné si pri trénovaní siete skúsi´ viacero aktiva£ných
funkcií, prípadne ich kombinácie.

3.3 Pooling vrstva

Pooling vrstva[1] je ve©mi dôleºitá, tieº býva ozna£ovaná aj ako zmen²ovacia vrstva. Jej
naj£astej²ie vyuºitie je po aplikácií ReLu vrstvy. Jej ú£elom je zníºi´ rozlí²enie obrázku. Táto
vrstva ma nieko©ko moºností, rovnako ako u konvolu£nej vrstvy si môºeme zvoli´ rozmery
�ltra, ktorý budeme aplikova´( naj£astej²ie 2x2 alebo 3x3) a aj stride, teda hodnotu o ktorú
sa má �lter posúva´, z pravidla to býva ve©kos´ samotného �ltru. Naj£astej²ie pouºívanou
metódou pri pooling vrstve je takzvaná MaxPooling metóda ktorá zoberie zo v²etkých
hodnôt nachádzajúcich sa pod �ltrom len tu najvy²²iu a tú zapí²e do výstupu vrstvy.
„al²ou je AvgPooling, ktorá tieto hodnoty priemeruje. Táto vrstva sama o sebe neukladá
ºiadne váhy podobne ako aktiva£ná vrstva ale len tranformuje vstup. Ke¤ºe h¨bka siete
z pravidla rastie tak pooling vrstva aspo¬ uberá jej ²írke a vý²ke a tým dokáºe ve©mi zníºi´
potrebnú výpo£tovú náro£nos´ na trénovanie siete. Len jedným pouºitím pooling vrstvy
s �ltrom 2x2 a stride 2 dokáºeme zníºi´ vý²ku a ²írku na polovicu a celkovú ve©kos´ o 75%.
„alej pomáha predís´ tomu aby sa sie´ prestala generalizova´ a nastal over�tting.

Obr. 3.3: Príklad aplikácie MaxPooling s �ltrom 2x2 a stride 2. 1

1http://cs231n :github :io/convolutional-networks
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3.4 Plne prepojená vrstva

Ozna£ovaná aj ako FC(Fully-Connected) vrstva.Táto vrstva sa pouºíva z pravidla na konci
siete. Jej úloha je zobra´ výstup z po predchádzajúcej vrstva, z pravidla ReLu alebo pooling
vrstvy a ten transformova´ na vektor o d¨ºke N , kde N predstavuje po£et tried, ktoré má
sie´ h©ada´ a ich hodnota predstavuje pravdepodobnos´ výskytu danej triedy. Táto vrstva
si namapuje výstupy z predchádzajúcej vrstvy tak aby £o najviac zodpovedali o£akávaným
výstupom a tým rozdelí neuróny pre detekciu jednotlivých tried.

3.5 Chybová(Loss) vrstva

Poslednou vrstvou siete je vºdy takzvaná chybová vrstva[7]. Ide o vrstvu, ktorá obsahuje
aktiva£nú funkciu, ktorá nám charakterizuje výstup zo siete a na jej základe sa po£íta
chybová funkcia. Ak je zvolená zle, môºe skresli´ alebo úplne znehodnoti´ trénovanie siete.

3.6 Dropout vrstva

Ide o ²peciálnu vrstvu, ktorá sa môºe pouºi´, spravidla pred poslednou vrstvou siete na
zahodenie ur£itého po£tu neurónov. Toto sa £asto vyuºíva v prípadoch kedy sie´ trpí over-
�ttingom a chceme ju �zjednodu²i´älebo v prípade ºe sie´ je príli² výpo£tovo náro£ná tak sa
jej dá týmto spôsobom u©avi´.

A je pouºitá aspo¬ jedna konvolu£ná vrstva môºeme o danej sieti hovori´ ako o kon-
volu£nej neurónovej sieti. Z pravidla nasleduje po kaºdej konvolu£nej vrstve ReLu vrstva
nasledovaná pooling vrstvou a na konci aspo¬ jedna plne prepojená vrstva s loss vrstvou,
ktorá bude reprezentova´ výstup zo siete. Príklad jednoduchej konvolu£nej sieti je na ob-
rázku 3.4

Obr. 3.4: Príklad konvolu£nej neurónovej siete, ktorá obsahuje 2 konvolu£né vrstvy a h©adá
5 tried.
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Kapitola 4

Praktická £as´

Po zoznámení sa s neurónovými sie´ami môºme za£a´ aplikova´ tieto znalosti v praxi a
pokúsi´ sa vyrie²i´ ná² cie© pomocou konvolu£nej neurónovej siete. V prvej £asti sa obozná-
mime s prístupom, ktorý bol zvolený, výbere jednotlivých kniºníc, programovacích jazykov,
zvolenie typov setov dát a cie©a, ktorý sa pokúsime dosiahnu´. V druhej £asti sa budeme
venova´ vylep²eniu na²ej siete rôznymi zmenami aplikovanými na sie´ a jej trénovanie, ktoré
by nás mali privies´ ku ºiadanému výsledku. V poslednej £asti sa sústredíme na testovanie
�nálnej verzie/verzií siete na vzorové sety dát a zhodnotíme dosiahnuté výsledky. V tejto
£asti sa budem snaºi´ vyuºi´ nadobudnuté informácie k £o najlep²iemu rie²eniu daného
problému. Informácie k rie²eniu tohto problému som £erpal prevaºne z kníhDeep learning
with Python[2], Deep Learning[5] a Hands-On Machine Learning with Scikit-Learn and Ten-
sorFlow[4]. Zárove¬ som £erpal aj z internetových zdrojov kde je ve©mi ve©a zaujímavých
£lánkov o hlbokých neurónových sietiach, ktoré vysvet©ujú mnohé otázky oh©adne neuróno-
vých sietí.

4.1 Analýza problému

Téma tejto práce je ur£enie nato£enia hlavy v obrázku pomocou neurónovej siete, konkrétne
²peci�ckým druhom neurónovej siete, konvolu£nou neurónovou sie´ou, ktorá je ve©mi vhodná
na spracovanie obrázkov. V prípade nato£enia hlavy budeme bra´ do úvahy jej 2 moºné na-
to£enia a to sklonu hlavy, £o by sa dalo reprezentova´ ako pohyb hlavy hore dolu a nato£enie
hlavy, £o by sa dalo reprezentova´ ako pohyb hlavy do©ava doprava. Jedna z moºností by
bolo zis´ova´ toto nato£enie osobitne pomocou 2 sietí. Problém tohto rie²enia je ºe jeden
uhol je závislí na druhom a tak bude lep²ie ke¤ budeme obe nato£enie odhadova´ naraz.

Ke¤ºe na²a sie´ nebude klasi�kova´ ale bude sa snaºi´ odhadnú´ uhol pod ktorým je
hlava nato£ená musíme pouºi´ regresiu ktorá bude odhadova´ 2 hodnoty.

Pre to aby sme boli schopný tieto dve hodnoty schopný odhadova´ musíme si pripravi´
potrebné sady dát, v na²om prípade obrázkov ktoré pouºijeme pre trénovanie a následne
testovanie siete. Pre u£enie a tvorbu dát budeme potrebova´ nieko©ko nástrojov a aplikácií
ktoré si rozpí²eme v nasledujúcej £asti.
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Obr. 4.1: Ukáºka hlavy s popisom vlastností hlavy ktoré sa sie´ bude pokú²a´ ur£i´.

4.2 Zvolené nástroje

4.2.1 Python

Tento vy²²í interpretovaný programovací jazyk je v sú£asnej dobe ve©mi populárny. Jeho
výhody sú v jeho dostupnosti, ide o open-source softvére, v jeho rýchlosti v porovnaní
s inými interpretovanými jazykmi a ve©kej úrovne abstrakcie ktorú ponúka. Samotný jazyk
ma zabudovaný garbage-collector a ve©ké mnoºstvo uºito£ných kniºníc, ktoré sú dostupné
priamo po in²talácií alebo dodato£ne dostupné. Pre na²e ú£eli budeme pouºíva´ verziu
Python(3.6.7) .

TensorFlow je jedna z najznámej²ích kniºníc pre tvorbu neurónových sietí v sú£asnej
dobe. je dostupná pre nami vybraný jazyk python. My budeme pouºíva´ framework, ktorý je
sú£as´ou TensorFlow a toKeras . Keras bola kniºnica ,ktorá beºala nad Tensor�ow a ¤al²ími
kniºnicami a poskytovala príjemné uºívate©sky prívetivé uºívate©ské prostredie pre prácu
s neurónovými sie´ami. Neskôr sa stala sú£as´ou samotného TensorFlow a na na²e ú£eli
bude dosta£ujúca. Samotný tensor�ow obsahuje 2 verzie, jednu pre výpo£ty vykonávané
na procesory(CPU) a druhú pre výpo£ty na gra�ckej karte(GPU) pomocou CUDA jadier.
Ke¤ºe je trénovanie na gra�ckej karte mnohonásobne rýchlej²ie a mám prístup k výkonnej
karte tak som zvolil práve túto moºnos´ ale vo výsledku by mali pracova´ obe rovnako.
Pre ú£el práce som zvolil verziu 1.13.1 .

OpenCV je ve©mi populárna kniºnica pre na£ítanie a spracovanie obrazových vstupov.
Numpy je kniºnica ktorá sa pouºíva prevaºne na vedecké ú£eli. V na²om prípade vy-

uºijeme moºnos´ tvorby n-dimenzionálnych polí ktoré budú reprezentova´ na²e obrázky a
budú slúºi´ ako vstup prácu s neurónovou sie´ou.

Matplotlib budeme pouºíva´ na zobrazenie grafov pre lep²ie znázornenie niektorých
výsledkov získaných pri trénovaní siete.

Scikit-learn vyuºívam pri Kfold algoritme, ktorý je v tejto kniºnici implementovaný.
Mimo tieto kniºnice bude vyuºitých nieko©ko kniºníc dostupných v nain²talovanom ba-

líku samotného jazyka.
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4.2.2 SYDAGenerator

SYDAGenerátor1 je program vyvíjaný skupinou STRaDE z Ústavu inteligentních systém·
FIT VUT v Brn¥.Tento generátor nám poslúºi pre generovanie testovacích dát ktorými bu-
deme simulova´ reálne obrázky. Pomocou tohto a ¤al²ích aplikácií ktorými pred spracujeme
obrázky osôb získame 3D model, ktorý môºme nato£i´ nad ©ubovolným pozadím a získame
tým obrázok, ktorý nám poslúºi pre simuláciu. Pre vytvorenie 3D modelu pre vyuºijeme
program zephyr 2 a následne vyuºijeme fbx-conv3, ktorý poslúºi konvertovanie .obj súboru
z programu Zephyr na súbor, ktorý je vhodný pre pouºitie v aplikácií SYDAgenerator.

4.3 Dátové sady

Ke¤ºe potrebujeme na²u sie´ trénova´ s £o najkvalitnej²ou dátovou sadou, tak som rozhodo-
val medzi nieko©kými variantami. Pri dátovej sade je ve©mi dôleºité ma´ nielen dostato£nú
variáciu obrázkov, v na²om prípade s £o najviac kombináciami uhlov a hláv. Pri malom po-
£te hláv môºe za£a´ nastupova´ problém s over�ttingom, ktorý môºe vies´ k neúspechu siete
na obrázkoch, ktoré nikdy nevidela pretoºe nemala pri u£ení dostato£nú variáciu. Rovnako
je ve©mi dôleºité aby boli dáta kvalitne a presne anotované aby sa s nimi dalo pracova´.
Z tohoto dôvodu som sa rozhodol pre 2 zdroje dát s ktorými budem pracova´.

Prvý plán bol pouºi´ len mnou vygenerované sady dát v programe SYDAgenerátor ale
zistil som ºe tieto dáta nebudú najvhodnej²ie pre u£enie na²ej siete. Na generáciu obrázku
s hlavou potrebujeme obrázok pozadia a 3D model hlavy. K tomuto ú£elu som mal prí-
stup k 6 modelom hláv pomocou ktorých je moºné vygenerova´ prakticky ©ubovolný po£et
obrázkov. Problém je ºe pri 6 hlavách je ve©mi ´aºké rozdeli´ dáta tak aby nedochádzalo
k over�ttingu. Zárove¬ sa neutrálna poloha hlavy, to je poloha kedy sa sklon aj nato£enie
rovná 0, ur£uje manuálne a tým pádom môºu vznika´ nepresnosti. „alej pri generovaní
model neotá£a hlavou ale otá£a sa celý model £o môºe niekedy vytvori´ nechcené efekty.
Preto som sa rozhodol ºe tento spôsob budem pouºíva´ aº ako druhý, prípadne na samotné
testovanie vytvorenej siete a budem nimi simulova´ reálne obrázky ke¤ºe sú anotované budú
na tento ú£el vhodné. Tvorbu tohto setu je popísaný v samostatnej £asti 4.9. Túto sadu
budeme ¤alej ozna£ova´ akoSYDA sada.

Druhý zdroj dát je Head Pose Image Database[9], ktorý je vo©ne dostupný a ve©mi
kvalitne spracovaný. Táto sada obsahuje fotky 15 osôb z ktorej kaºdá osoba má 2 série
fotiek v²etkých kombinácií uhlov nato£enia a sklonu hlavy na intervale <-90,90> s ur£itým
krokom. „alej je táto sada ve©mi kvalitne anotovaná a okrem údajov o uhloch obsahuje aj
údaje o presnej pozícií hlavy na obrázku, ktoré sa dajú vyuºi´ pri ich spracovaní alebo pre
siete, ktoré majú iné ur£enie ako na²a. Popis sady a toho ako bol vytvorený je dostupný na
webovej stránke4. kde je ho moºné stiahnu´. Po£et dostupných obrázkov je 2745, 186 pre
kaºdú osobu. Túto sadu budeme ¤alej nazýva H́PID sada.

4.3.1 Tvorba datasetu

Samotnú dátovú sadu musíme rozdeli´ na 3 £asti: tréningovú £as´, valida£nú £as´ a testo-
vaciu £as´. Ak je sie´ pomocou sady len trénovaná je dobrým pomerom rozdeli´ sadu 80 ku
20, kde 80 percent dát slúºi na trénovanie a 20 na validáciu. Pri rozde©ovaní kde sa po£íta

1https://www :fit :vutbr :cz/units/UITS/prod/index :php?id=564
2https://www :3dflow :net/3df-zephyr-free/
3https://github :com/libgdx/fbx-conv
4http://www-prima :inrialpes :fr/perso/Gourier/Faces/HPDatabase :html
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Obr. 4.2: Príklad obrázku z Head
Pose Image Database.

Obr. 4.3: Príklad obrázku
vygenerovaného pomocou SYDAgenerator.

s testovacou £as´ou sa tieto dáta doporu£uje rozdeli´ v pomere 70 ku 15 ku 15. Samozrejme
toto sú len doporu£ené hodnoty a sú môºu by´ zvolené ©ubovolne. V mojom prípade som
sa rozhodol si pre za£iatok vytvori´ dve dátové sady z HPID. Jednu ktorá bude pozostáva´
z náhodne premie²aných obrázkov, ktoré rozdelím v pomere 70:15:15(1954:418:418 obráz-
kov) a druhú ktorú rozdelím na základe osôb. Tady bude pomer 11 osôb pre trénovanie, 2
osoby na validáciu a a 2 osoby na testovanie výsledkov, to je 2046 obrázkov pre tréning, 371
pre validáciu a 371 pre testovanie. Po£et obrázkov v oboch tréningových sadách je ve©mi
podobný ale ich rozloºenie je o dos´ iné. Zatia© £o prvý set predstavuje úplne náhodne
rozpoloºenie, kde sa budú vyskytova´ v²etky tváre v kaºdej £asti tak druhý neobsahuje
v²etky a bude viac simulova´ reálny problém pri testovaní kde bude sieti predstavená ne-
známa tvár. Prvý dátový set som pomenovalDATASET_1 , druhý s oddelenými hlavami
DATASET_2

4.4 Tvorba siete

Ke¤ºe u neurónových sietí sa £asto nevie aké budú výsledky alebo aké sú najlep²ie kon�gu-
ra£né nastavenia musí sa za£a´ s nejakými základnými hodnotami a tie na základe výsledkov
experimentov so sie´ou upravova´ a pokú²a´ sa dosiahnu´ lep²í a lep²í výsledok. V samotná
sie´ má obrovský po£et parametrov, ktoré sa môºu pred jej tréningom nastavi´ a tak ovplyv-
ni´ výsledok. Postupne som sa zameral na tie ktoré som povaºoval za najdôleºitej²ie a tie
som upravoval.

Model siete

Na za£iatok som si zvolil model z ktorého budem vychádza´ a pomocou ktorého budem
zis´ova´ iné parametre nastavenia siete. Na h©adanie samotného modelu som sa zameral
aº neskôr.

Ako základný model siete som zvolil sie´, ktorá obsahuje dve konvolu£né vrstvy s �ltrom
3x3 kde je kaºdá nasledovaná pooling vrstvou s �ltrom 2x2. Ke¤ºe na²e vstupné dáta sú
obrázky tak hodnoty s ktorými bude sie´ na vstupe pracova´ budú v obore hodnôt <0;255>,
tak mi pri²la aktiva£ná funkcia ReLu 2.7 ako ve©mi vhodná. ƒo sa týka normalizácie dát, tak
som sa rozhodol normalizova´ dáta na vstupe do rozsahu 0 aº 1. Pri testoch na prvý poh©ad
nebol medzi správaním sa siete rozdiel ale je dobrou praxou dáta normalizova´ aby sa lep²ie
zobrazovali, upravovali a tieº sa tak vyhli potenciálnym výkyvom po£as trénovania siete.
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Pre vstup som zvolil delenie £íslom 255, jedná sa o ve©mi jednoduchú normalizáciu ktorá
upraví hodnoty do intervalu <0;1>. Anotácie o uhle som sa rozhodol tieº normalizova´ na
interval 0 aº 1 aj ke¤ to nie je tak potrebné ako normalizácia vstupných dát.

Samotné obrázky som sa rozhodol na£íta´ namiesto formátu RGB, bezfarebne len v od-
tie¬och ²edej a v základom rozlí²ení(384x288) aj ke¤ je £asté ich spracúva´ v ²tvorcovom
formáte. Ke¤ºe samotné obrázky obsahujú len hlavu £loveka bez nejakého vä£²ieho ru²enia
a hlavy zaberajú vä£²inu plochy tak mi pri²lo toto rie²enie ako vhodné. Takºe jeden ná²
obrázok bude reprezentova´ vektor 384x288x1.

def create_model_0():
model = Sequential()
model.add(Conv2D(32, kernel_size=(3, 3), input_shape=input_shape))
model.add(Activation("relu"))
model.add(MaxPooling2D(pool_size=(2, 2)))
model.add(Conv2D(64, kernel_size=(3, 3)))
model.add(Activation("relu"))
model.add(MaxPooling2D(pool_size=(2, 2)))
model.add(Flatten())
model.add(Dense(2))
model.summary()
return model

Aktiva£ná funkcia

ƒo sa týka aktiva£nej funkcie je v sú£asnej dobe pri konvolu£ných neurónových sietiach
ve©mi populárna ReLu funkcia ale nemusí by´ vºdy ta najlep²ia £o sa týka podávaných
výsledkov. Pre vstupnú vrstvu som zvolil ReLu lebo máme na vstupe dáta, ktoré nebudú
nikdy záporné a tým pádom je ur£ite táto funkcia vhodná pre toto pouºitie a nezhodnotí
nám vstup, £o by mohla ak by boli na vstupe záporné hodnoty. ƒo sa týka vnútorných
vrstiev tam to tak jednozna£né nie je a zvoli´ aktiva£nú funkciu pre tieto vrstvy je kom-
plikovanej²ie. Môºu sa pouºíva´ ich kombinácie alebo ich pouºíva´ podla vrstvy, ktorá bola
pouºitá pred nimi. Preto som sa rozhodol urobi´ nieko©ko experimentov a na základe ich
výsledkov vybra´ aktiva£nú funkciu, ktorá bude pouºívaná v modely.

Samotný experiment pozostával z uº spomenutého modelu siete v ktorom bola vºdy
vnútorná funkcia obmenená za testovaciu. Ostatné nastavenia siete, vrátane v²etkých vstup-
ných dát a ich premie²ania, boli rovnaké pre kaºdú jednu funkciu. Experiment bol prevedený
viacero-krát na oboch datasetoch.
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(a) ELU funkcia, chyba = 0,1048. (b) ReLU funkcia, chyba = 0,0791.

(c) SELU funkcia, chyba = 0,0795. (d) SoftSigm funkcia, chyba = 0,0970.

(e) SoftMax funkcia, chyba = 0,4248. (f) SoftPlus funkcia, chyba = 0,4138.

(g) Sigmoid funkcia, chyba = 0,4330. (h) HardSigmoid funkcia, chyba = 0,4649.

(i) Tanh funkcia, chyba = 0,1054. (j) Linear funkcia, chyba = 0,0920.

Obr. 4.4: Grafy aktiva£ných funkcií.
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Ako je vidie´ na jednotlivých grafoch, tak niektoré funkcie mali ve©mi podobný priebeh
zatia© £o iné zaznamenali ve©ké kmitanie a nestabilitu po£as trénovania. Ak zanedbáme
hodnotu valida£nej chyby a budeme bra´ v oh©ad len hodnoty chyby na konci trénovania
tak najlep²ia je práve funkcia ReLU, preto som sa rozhodol pokra£ova´ s ¬ou.

Chybová funkcia

Tieº známa aj ako loss funkcia nám ur£uje ako dobre tréning napreduje na tréningovej
sade, rovnako sa vyuºíva pri valida£nej sade ako ukazovate© smeru £i sa na²a sie´ zlep²uje
aj na dátach z ktorých sa priamo neu£í. Pod©a správania sa chybovej funkcie na valida£ných
dátach vieme detegova´ problémy ako sú napríklad over�tting, ktorý nám spôsobí hor²ie
chovania sa siete na testovacích dátach. Ke¤ºe objekt tejto práce spadá do kategórie re-
gresívnych problémov musel som vybra´ spomedzi chybových funkcií vhodných k rie²eniu
tohto problému. Samotná chybová funkcia je ve©mi dôleºitá ke¤ºe meria chybu predikcia a
jej postupné zniºovanie je hlavným ukazovate©om vývoja neurónovej siete. Rozhodoval som
sa medzi funkciami MSE (2.9) a MAE (2.10), ke¤ºe MAE je miernej²ia pri penalizovaní
rozhodol som sa pre¬ stým ºe neskôr pri �nalizovaní siete porovnám rozdiel medzi nimi a
vyberiem tú, ktorá bude podáva´ lep²ie výsledky aj ke¤ ich správanie by malo by´ ve©mi
podobné.

Learning rate

Learning rate je hyperparameter, ktorý nám ur£uje do akej miery sa získané informácie pre-
nesú do váh na²ej siete. Na za£iatku sú z pravidla nastavené hodnoty váh modelu náhodne
a postupne sa po£as trénovania upravujú a snaºíme sa nájs´ ich ideálne hodnoty. V prípade
ºe sa váhy prestanú meni´ ná² model uviazol a jeho výsledky sa ¤alej uº nebudú zlep²ova´.

Po£as kaºdej epochy trénovania sa po£íta hodnota chybovej funkcie a na základe jej
hodnoty je vypo£ítaný gradient ku kaºdej váhe. Tieto gradienty sú následne násobené hod-
notou learning rate. Získaná hodnota sa pouºije pri tvorbe novej váhy tým ºe sa od jej
sú£asnej hodnoty odpo£íta. Týmto spôsobom sa neurónová sie´ snaºí získa´ najlep²ie hod-
noty váh, ktoré nám dajú £o najniº²í výsledok chybovej funkcie. Správnu hodnotu learning
rate sa nedá ur£ite presne, je potrebné si nejakú hodnotu zvoli´ a experimentami nad dá-
tovou vybra´ hodnotu, ktorá sa nám bude zda´ optimálna. Hodnota learning rate musí by´
vºdy men²ia ako 1, zvä£²a sa hodnota learning rate pohybuje od 0,0001 do 0,4 ale je to ve©mi
závislé na danej sieti a jej architektúre. Ak zvolíme hodnotu learning rate príli² ve©kú, tak
sa môºu hodnoty chybovej funkcie meni´ prirýchlo a po ve©kých skokoch, £o môºe spôsobi´
neºiadúci výsledok vo forme ve©kej výslednej chybovej funkcie. Naopak aj je hodnota ve©mi
nízka sie´ sa zlep²uje príli² pomaly a predlºuje zbyto£ne proces trénovania.

Pri h©adaní optimálnej hodnoty som pouºil uº predtým vytvorenú sie´ stým ºe som
menil hodnoty learning rate a po£et epoch( £ím men²ia hodnota learning rate, tým viac
epochách potrebujeme na to aby sme získali výsledok, zatia© £o pri vy²²ích sta£í men²í po£et
pretoºe sie´ sa trénuje rýchlej²ie). Výsledky som zhrnul do tabu©ky 4.1.
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Learning rate Po£et epoch Výsledná hodnota chybovej funkcie
0,1 10 0,435
0,01 20 0,433
0,001 40 0,064
0,0001 80 0,030
0,00001 160 0,069
0,000001 320 0,123
0,0000001 720 0,322

Tabu©ka 4.1: Tabu©ka zobrazujúca h©adanie hodnoty learning rate.

Ako je vidie´ v tabu©ke tak najlep²ie výsledky dosiahla learning rate s hodnotou 0,0001,
pri£om hodnoty men²ie vä£²ie ako 0,001 postupovali príli² rýchlo a mali ve©kú chybu. Pri
niº²ích hodnotách bol zase nedostato£ný po£et epoch pre to aby dosiahli lep²ích výsledkov.
Takºe v ideálnom prípade by sme zvolili túto ale pod©a grafu chybových funkcií pri týchto
hodnotách nastala príli² rýchlo konvengercia a tým pádom over�tting. Pri hodnote 0,0001
sa zlep²ovanie chyby na valida£ných dátach zastavilo uº pri 10 epoche pri£om sa chyba
na tréningových dátach stále zlep²ovala. Z tohto dôvodu som zvolil rad²ej hodnotu 0,00001
s tým ºe bude trénovanie pomal²ie a náro£nej²ie ale bude sa lep²ie optimalizova´ stým
ºe hodnotu 0,0001 môºem vyuºi´ neskôr.

Epochy

Po£et epoch ako takých nie je nejako ur£ený a môºe sa nastavi´ na ©ubovolnú hodnotu
vä£²iu ako 1. Po£et epoch je priamo úmerný d¨ºke trénovania siete preto je vhodné toto
£íslo nedáva´ ve©mi vysoké aby trénovanie netrvalo príli² dlho. Zárove¬ £ím dlh²ie sa sie´
trénuje tak tým sa zvy²uje pravdepodobnos´ toho ºe nastane over�tting. Urobil som pár
experimentov s tým ºe som porovnával výsledné hodnoty chybovej funkcie pre trénovacie a
valida£né dáta. Následne som sa rozhodol ºe budem za£ína´ s hodnotou 150.

Tréningová dávka

Tréningová dávka, tieº ozna£ovaná aj ako batch, je vlastne po£et vektorov, ktoré sie´ spra-
cuje predtým ako na základe chybovej funkcie upraví váhy. Kaºdá tréningová sada je teda
rozdelená nan dávok. Jeden cyklus vyhodnotenia v²etkých dávok nazývameepochou .
Takºe pre nás ur£uje ve©kos´ tréningovej dávky to ko©ko obrázkov sa naraz spracuje. Týmto
sa zrých©uje trénovanie siete ke¤ºe ide robi´ viac vecí paralelne. Pri ve©mi malých dávkach
môºe by´ u£enie siete ve©mi pomalé a zárove¬ sa môºe správa´ chaoticky ke¤ºe nemusí ma´
dostato£nú variáciu a jej hodnoty váh sa preto môºu ve©mi meni´ medzi jednotlivými dáv-
kami, preto je aj ve©mi dôleºité ma´ nejakým spôsobom tréningovú sadu premie²anú aby
nenastávali prípady ºe v jednej dávke budú aº príli² podobné vektory. Naopak pri ve©kej
dávke sa môºu váhy meni´ málo a zárove¬ je tento proces náro£ný na hardvér. Pri h©adaní
optimálnej hodnoty som pouºil rovnaký model ako predtým stým ºe som menil len ve©kosti
tréningovej dávky. Pod©a výsledkov dosahovala najniº²ie hodnoty chybovej funkcie hodnota
20, £o nazna£ovalo prítomnos´ over�ttng ale aj napriek tomu som sa rozhodol túto hodnotu
pouºi´ stým ºe sa budem snaºi´ dávky dobre premie²ava´.
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Testovanie siete

Ke¤ºe základný model bol nakon�gurovaný bolo treba overi´ jeho kvalitu, £i dokáºe de-
tegova´ to £o chceme a celkovo jeho správanie na obrázkoch, ktoré nikdy nevidel. Ke¤ºe
nau£i´ sie´ detegova´ presný uhol 2 dvoch rôznych osiach je pri tejto vzorke dát, ktoré som
sa rozhodol pouºi´ ve©mi nepravdepodobné navrhol som jednoduché rie²enie, ktoré porovná
výsledné hodnoty sklonu a nato£enia hlavy predikované sie´ou s reálnymi hodnotami ale
stým, ºe bude nastavite©ná odchýlka o ktorú sa môºe odhadovaný uhol lí²i´ od tej reál-
nej hodnoty. Ako základnú hodnotu, ktorú som sa rozhodol dosiahnu´ bolo� 20� v oboch
ur£ovaných vlastnostiach, ktoré sa sie´ snaºí predikova´.

Obr. 4.5: Ukáºka hlavy a odchýlky, ktorú sa budeme snaºi´ získa´.

A ako nejaký ukazovate© chovania sa siete pri ¤al²ích úpravách som sa rozhodol sie´
overova´ na tréningovej, valida£nej aj testovacej sade. Sie´ bola trénovaná na DATASET_1
aj na DATASET_2 aby boli vidie´ rozdieli pri pouºití dvoch sád, ktoré vyuºívajú rovnaké
zdrojové dáta ale sú inak rozdelené. Samozrejme kvôli uviaznutiu v lokálnych minimách
bolo prevedených nieko©ko behov a na základe výsledkov bol jeden vybraný ako vzorový.

Sada Trénovacie dáta Valida£né dáta dáta Testovacie dáta
DATASET_1 87,71 % 77,99 % 73,68 %
DATASET_2 90,09 % 55,37 % 15,05 %

Tabu©ka 4.2: Tabu©ka zobrazujúca prvé výsledky siete.

Ako je moºné vidie´ v tabu©ke 4.2 tak výsledky potvrdili o£akávanie a DATASET_1
si viedol o nie£o lep²ie a to hlavne na obrázkoch, ktoré nevidel. Aj napriek tomu ºe sie´
nedosiahla vysokých £ísiel bolo uº z chovania siete zrejmé ºe dochádza k over�tting a je
treba upravi´ tréningoví proces. Preto som sa rozhodol zamera´ v prvom rade na vylep²enie
modelu siete, zistení aký po£et vrstiev bude najvhodnej²í a následne pouºi´ niektoré me-
tódy vyuºívané na zmiernenie problému over�tting. Na grafoch 4.6a a 4.6b je moºné vidie´
hodnoty, ktoré boli o£akávané a hodnoty, ktoré boli predikované sie´ou.
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(a) Graf zobrazujúci o£akávané
verzus odhadované hodnoty pre nato£enie.

(b) Graf zobrazujúci o£akávané
verzus odhadované hodnoty pre sklon.

Obr. 4.6: Gra�cké znázornenie výsledkov pre testovacie dáta.

4.5 Model siete

Ke¤ºe nie je spôsob ako zisti´ aký model je pre daný problém najlep²í, preto je treba nutné
experimentova´. Zvolil som nieko©ko modelov, tie som podrobil nieko©kým behom a ten
ktorý sa osved£il najviac som zobral a ¤alej upravoval a porovnával s modelmi ktoré som si
myslel ºe by mohli fungova´ lep²ie. Po dlh²om trénované som usúdil ºe najvhodnej²í bude
model ktorý nebude obsahova´ prive©a skrytých vrstiev pretoºe sa tieto modely osved£ili na
tréningových dátach ale na testovacích nepodávali najlep²ie výsledky.

Po dlh²ej dobe kedy sa mi nedarilo získa´ lep²ie výsledky alebo sa získaný výsledok
lí²il len o minimálne rozdiely ale bol omnoho náro£nej²í na tréningový proces. V praxi sa
najviac zo za£iatku osved£ili modely, ktoré mali 2 konvolu£né vrstvy, jednu na vstupe a
jednu skrytú, ktoré boli nasledované ReLU vrstvami a ve©mi dôleºitá bola plne prepojená
vrstva pred výstupnou vrstvou, ktorá sa ukázala ºe má ve©ký dopad na u£enie siete.

Experimentoval som aj s dropout vrstvami ale ke¤ºe tieto vrstvi zahadzujú náhodné
neuróny bolo lep²ie model zjednodu²i´ ako ho navrhova´ komplexnej²í a následne zahadzova´
neuróny.

4.6 Kfold

Kfold je jeden z najpopulárnej²ích spôsobov ako rie²i´ ofer�tting a preto som sa ho rozhodol
aplikova´ aj tu. Uº s predtým vybraným modelom som urobil nieko©ko experimentov s rôz-
nymi hodnotami k, po£tom epoch a hodnotou learning rate. Výsledky experimentov, ktoré
som navrhol neboli ve©mi úspe²né a preto som sa rozhodol ¤alej túto metódu nepouºíva´
ako nutnú sú£as´ siete.
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4.7 Early stopping

Ako ¤al²iu metódu proti problému over�tting som vybral Early stopping. Tento spôsob
jednoducho zastaví u£enie siete v prípade ºe sa prestane zlep²ova´ chovanie siete na vali-
da£ných dátach a tak sie´ ostane v stave kedy nemá váhy príli² prispôsobené tréningovým
dátam. Navrhol som nieko©ko experimentov, ktorými sa potvrdilo ºe early stopping zlep²uje
chovanie dát nad valida£nými a testovacími dátami.

4.8 Predspracovanie obrázkov

Ve©mi dôleºitou £as´ou pri trénovaní neurónových sietí je ich prespracovanie. Obrázky £asto
obsahujú ²um alebo iné nedokonalosti, ktoré nám môºu ovplyv¬ova´ trénovanie siete a je
dobré sa ich aspo¬ £iasto£ne zbavi´.

Ako prvé som sa rozhodol obrázky vºdy pouºíva´ vo odtie¬och ²edej. Ke¤ºe na²a sie´ sie´
nepotrebuje k ur£eniu uhlu informácie o farbe tak je lep²ie vyuºi´ moºnosti ma´ namiesto
troch kanálov pre farbu len jeden kanál a tým pádom trikrát men²í vstupný vektor £o
zna£ne urýchli a stabilizuje u£enie siete.

Tohoto výsledku ide dosiahnu´ nieko©kými spôsobmi. Najjednoduch²í spôsob je takzvané
priemerovanie. Ten ide popísa´ vzorcom ako

X = ( R + G + B )=3; (4.1)

kde X je a R,G,B sú jednotlivé hodnoty RGB. Ke¤ºe je ale podstata jednotlivých zloºiek
iná je vhodnej²ie pouºi´ vzorec

X = ( Rr + Gg + Bb); (4.2)

kde r ,g,b sú koe�cienty priradené jednotlivým farebným prvkom pod©a ich významnosti.
Tieto koe�cienty sa môºu lí²i´ pod©a pouºitého ²tandardu a ºiadaného cie©a ale ich sú£et je
vºdy 1 aby sme neprekro£ili maximálnu hodnotu pre jednotlivý pixel. Ja som sa rozhodol
pouºíva´ základnú konverziu implementovanú priamo v kniºnici OpenCV2.

(a) Pôvodný obrázok. (b) Obrázok v odtie¬och ²edej.

Obr. 4.7: Ukáºka rozdielu medzi originálnym obrázkom a obrázkom v odtie¬och ²edej.

Ako ¤al²ie som sa rozhodol obrázky normalizova´ na jednotné rozlí²enie, ke¤ºe ani
obrázky nemusia ma´ hodnoty rozlí²enia rovnaké je dobré ich zmeni´ na jednotnú hodnotu.
Preto som sa rozhodol ºe obrázky pretvorím bez zmeny pomeru strán na rozlí²enie 250x250
s tým ºe doplním £iernu farbu aby nebol pomer naru²ený.
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Na to aby som zredukoval ²um som testoval 2 funkcie na rozmazanie obrazu. Prvé bolo
Gaussovo �ltrovanie, ktoré vyuºívam rovnakomennú funkciu.

G(x; y) =
1

2�� 2 e� (x2+ y2 )=(2� 2 ) ; (4.3)

kde x a y sú polomere rozmazania pre jednotlivé osy a� je ²tandardná odchýlka Gaus-
sového rozloºenia.

„al²ie bolo medián �ltorvanie, ktoré za pomoci mediánu po£íta jednoduchú hodnotu pre
kaºdý pixel. Zoberú sa v²etky hodnoty okolitých pixelov a medián nahradí hodnotu pixelu.
Ide o nelineárne �ltrovanie, ktoré má oproti Gaussovému �ltrovaniu výhodu ºe £iasto£ne
uschováva hrany.

(a) Aplikácia Gaussovho �ltru s ve©kos´ou 9. (b) Aplikácia medián �ltru o velkosti 5.

Obr. 4.8: Ukáºka rozdielu medzi rozmazaním obrazu.

Z ²edého obrázku som sa následne rozhodol pomocou prahovania vytvori´ obrázok, ktorý
bude len v bielej a £iernej a zvýrazní tak plochy tváre. Tu som sa rozhodoval £i pouºijem
adaptívne prahovanie s priemerom alebo Gausovým rozloºením.

Priemerné rozloºenie sa vypo£íta ako priemer okolia pixelu o ve©kosti �ltra a odpo£íta
sa kon²tanta C. Zatia© £o pri Gaussovom rozloºení sa jedná o váºený sú£et okolitých bodov
o ve©kosti �ltru na ktoré je aplikovaná Gaussova matica.
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(a) Kombinácia medián rozmazania a
Gaussového adaptívneho prahovania.

(b) Kombinácia medián rozmazania a
priemerného adaptívneho prahovania.

(c) Kombinácia Gaussového rozmazania a
Gaussového adaptívneho prahovania.

(d) Kombinácia Gaussového rozmazania a
priemerného adaptívneho prahovania.

Obr. 4.9: Ukáºka kombinácií rozmazania a prahovania.

4.9 Tvorba SYDAGenerator sady

Môj pôvodný plán bolo si vytvori´ celú testovaciu sadu pomocou aplikácie SYDAGenerator
a na tejto sade u£i´ sie´. Ale po nieko©kých problémoch, ktoré nastali som sa rozhodol túto
sadu nepouºíva´ ako primárnu ale necha´ si ju na závere£né experimenty a na to aby som
overil funk£nos´ siete na úplne neznámych tvárach v neznámom prostredí a celkovo nie
ideálnou pozíciou tváre na obrázku. Týmto budem simulova´ reálnu fotku.

Tvorba 3D modelu

Na to aby som mohol vytvori´ obrázky, ktoré budú obsahova´ tváre v rôznych pozíciach je
potrebný 3Dmodel tváre. Ten som sa snaºil vytvori´ v aplikácií 3DF Zephyr, ktorá je na
tento ú£el vhodná.

Aplikácia berie na vstupe snímky alebo video z ktorého extrahuje snímky automaticky.
Tieto snímky sa pokúsi spárova´ a v prípade úspechu je moºné nieko©kými skoro plne au-
tomatickými krokmi vytvori´ 3D model hlavy. Vzniknutý model je vrátane okolia a neºia-
dúcich efektov, ktoré je treba manuálne odstráni´. Toto je moºné priamo v programe alebo
v inom externom programe, ktorý pracuje s .obj súbormi. Po tom ako je model vy£istený
je potreba e²te zredukova´ po£et polygónov aby nebol model príli² komplexný a mohli sme
ho ¤alej spracova´. Tohto sa dá dosiahnu´ v samotnom Zephyr zadaním hodnoty a on po£et
zredukuje automaticky. Ideálna hodnota je niekde okolo 20 000.
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Po tom ako je model hotový je treba ho exportova´ ako .obj súbor spolu s textúrami
vo formáte jpg. Následne uº sta£í len tento súbor vloºi´ do fbx-conv, ktorý nám skonvertuje
tento model do formátu g3db, ktorý je ©ah²ie spracovate©ný pre rôzne aplikácie ako je
práve SYDAGenerator. Týmto je pripravený model, ktorý môºe by´ vloºený do akéhoko©vek
obrázku.

Obr. 4.10: Príklad toho ako vyzerá model vytvorený v programe Zephyr z videa.

Problém tohto rie²enia je ºe Zephyr má problémy s tým ºe ak je video alebo snímky
inak nasvietené tak nedokáºe tieto fotky spárova´. Tento problém sa vyskytol pri mojich
pokusoch ve©mi £asto a nepodarilo sa mi získa´ kvôli tomuto problému dostato£ný po£et
modelov. „al²ím problémom boli anomálie spôsobené pohybom pri natá£aní videa alebo
fotografovania, ktoré spôsobili bu¤ diery v modely alebo sa niektoré £asti vygenerovali
zle(naj£astej²ie u²i alebo vlasy). Nakoniec sa podarilo v ²kolskom prostredí získa´ nieko©ko
pouºite©ných modelov.

Tvorba snímkov

Pred samotným generovaním sa musí otvori´ kaºdý model a pomocou zobrazených rovín sa
model manuálne vycentruje aby bol s týmito rovinami zarovno a mali sme tak neutrálnu
nulovú pozíciu okolo ktorej sa bude model otá£a´. Po tom sta£í model uloºi´ a aplikácia si
uloºí toto nastavenie pre konkrétny model. Následne sta£í nastavi´ v kon�gura£nom súbore
uhly od ktorého po ktorý chceme generova´ s vybraným krokom.

Program po spustený generovania vygeneruje v²etky obrázky a pomenuje ich tak aby
názov obsahoval anotácie o uhloch pod ktorými sa model nachádza. Samotná aplikácia vie
generova´ 3 rôzne otá£ania modelu a ich kombinácie. Podarilo sa mi generova´ obrázky kde
bolo len 1 oto£enie alebo kombinácie v²etkých troch. Ke¤ºe som sa rozhodol ur£ova´ len 2
pozície hlavy tak budem vyuºíva´ len snímky kde sa mení nato£enie hlavy a sklon ostáva
rovnaký.
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